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Introducción
A. Contexto de la Investigación

Convergencia de IA, TICs y la Transformación Metodológica

La economía, como disciplina científica, se encuentra en una encrucijada metodológica impulsada por la integración masiva de la Inteligencia Artificial (IA) y las Tecnologías de la Información y la Comunicación (TICs). Esta convergencia ha redefinido el panorama de la investigación, particularmente en la fase inicial de formulación de proyectos, donde las nuevas herramientas de IA prometen acelerar la creación de diseños robustos y relevantes.1 La capacidad de procesar grandes volúmenes de información en tiempo real, un fenómeno conocido como Big Data, ha vuelto la recopilación automatizada de datos no solo eficiente sino vital, considerando que la humanidad genera alrededor de 2.5 quintillones de bytes de datos cada día.2
Sin embargo, esta vertiginosa velocidad y el volumen de datos no se traducen automáticamente en fiabilidad o veracidad. La economía digital ha introducido una profunda paradoja: existe más información que nunca, pero su calidad y autenticidad son más difíciles de verificar. Este escenario obliga a la investigación a cuestionar sus fundamentos epistémicos y a desarrollar métodos que no solo gestionen la complejidad, sino que garanticen la solidez analítica.
B. El Problema

La Crisis de la Replicabilidad y la Aceptación Literal de Datos

El ámbito de la investigación social y económica ya enfrentaba, antes de la adopción masiva de la IA, una considerable "crisis de la replicabilidad".3 Este desafío histórico se ve ahora exacerbado por la dependencia de dos factores interconectados: el uso de datos no estructurados de fuentes volátiles y la aplicación de modelos de IA que, a menudo, operan como "cajas negras".
El riesgo metodológico central radica en la aceptación literal de los datos y resultados que estas herramientas generan. Expertos señalan que los modelos de lenguaje masivo (LLMs) y otras herramientas de IA no comprenden lo que generan y carecen de conciencia, lo que obliga a la comunidad académica a ser extremadamente cuidadosa.4 Si los investigadores confían excesivamente en los resultados automatizados sin aplicar el juicio analítico, la investigación corre el riesgo de perder las cuestiones fundamentales que se han tardado décadas en establecer.4 Además, existe la preocupación de que la facilidad de rastreo por parte de la IA pueda generar una "burbuja en internet," concentrando la citación y el reconocimiento solo en aquella investigación disponible en ciertas plataformas, dejando fuera referencias bibliográficas y líneas de pensamiento originales que no son fácilmente indexadas por estas tecnologías.4 Por lo tanto, el investigador debe saber distinguir las referencias importantes que no aparecen en las bases de datos rastreadas por la IA.4
C. Objetivo Central y Pregunta de Investigación
El objetivo de este ensayo es analizar en profundidad la tensión metodológica que surge entre la necesidad de velocidad en la captura de tendencias de consumo e inversión y la obligación académica de veracidad, validez y profundidad analítica.
El estudio se guía por la siguiente pregunta de investigación:
¿De qué manera la Economía puede establecer marcos metodológicos rigurosos, basados en la triangulación de datos formales e informales y la Inteligencia Artificial Explicable (XAI), para asegurar la veracidad del análisis del comportamiento humano en un contexto de sesgo algorítmico y volatilidad social?





Capítulo 1: La Transformación del Objeto de Estudio: Psicología y Economía Conductual Digital
1.1. De la Racionalidad Limitada al Comportamiento Algorítmico
La investigación sobre el comportamiento humano y del consumidor, que constituye el núcleo de la Economía Conductual (EC), se ha vuelto crítica pero intrínsecamente más compleja [User Query]. La EC, que se fundó en la unión de la Economía Experimental y la Psicología Cognitiva (Kahneman & Tversky, 1979) 5, ha trabajado históricamente bajo la premisa de la racionalidad limitada, reconociendo que los individuos se desvían de los axiomas de la teoría económica tradicional.5
Con la digitalización, la EC ha evolucionado para incorporar el análisis de los rastros conductuales digitales (digital traces) que dejan los individuos en sus interacciones en línea.6 Esta evolución choca directamente con marcos teóricos fundamentales como la Hipótesis de los Mercados Eficientes (HME) de Eugene Fama (1970) 7, que postula que los precios de los activos reflejan toda la información disponible y se ajustan instantáneamente a la nueva información.7
La revolución tecnológica ha transformado esta dinámica. Los algoritmos de IA pueden procesar información en milisegundos 8, lo que, en teoría, podría llevar los mercados a un estado de eficiencia superior (una HME semi-fuerte casi perfecta). Sin embargo, el análisis de este fenómeno revela una disonancia: la alta velocidad de procesamiento, en sí misma, no elimina el sesgo conductual, sino que lo estandariza y amplifica. Si múltiples algoritmos están entrenados con bases de datos o lógicas de decisión similares, la respuesta colectiva a la volatilidad o a la información irracional se sincroniza. El Fondo Monetario Internacional (FMI) señala que la IA puede mejorar la eficiencia de los mercados, pero simultáneamente avivar su volatilidad.9 En este escenario, la IA, en lugar de corregir las imperfecciones conductuales del mercado, las codifica en sistemas que pueden generar comportamientos sincronizados, flash crashes y vulnerabilidades sistémicas.10 La racionalidad, por lo tanto, no se ha superado, sino que se ha transformado en una racionalidad algorítmica, colectiva e inducida por la tecnología.
1.2. El Consumidor Híper-Digitalizado y la Volatilidad de las Tendencias
La psicología humana está cambiando radicalmente, impulsada por un entorno digital en el que las redes sociales afectan directamente la salud mental, generando ansiedad y comparación constante.11 Este ambiente configura un consumidor digital que, en 2025, está definido por la influencia, la inteligencia y un conjunto de valores altamente volátiles.12
Investigar este comportamiento requiere una profundidad de análisis inédita [User Query], pero se enfrenta a desafíos inherentes a la calidad de los datos de alta frecuencia. La analítica de datos es esencial para la toma de decisiones, pero muchos proyectos fracasan porque los datos no siempre están limpios o en el formato adecuado, exigiendo una inversión significativa en la preparación de los datos.13
Superar la complejidad exige un enfoque metodológico que priorice la autenticidad y la transparencia.12 La implementación exitosa de la analítica de datos requiere, además de tecnología, una "cultura basada en datos" en la que la alta dirección y los equipos operativos estén comprometidos con el uso estratégico de la información y muestren una mentalidad abierta al cambio.13
Capitulo 2:  Metodología Híbrida: Triangulación y Validez en la Investigación Económica
2.1. Justificación Epistemológica del Dato Informal
Para capturar la dinámica cambiante del consumidor y las tendencias de mercado, los datos generados en las redes sociales y plataformas digitales se han convertido en una fuente de alto valor, ofreciendo una visión de alta frecuencia que las bases de datos formales rara vez proporcionan [User Query]. Esta información es crucial, no solo para las predicciones a corto plazo, sino para analizar el impacto de las políticas económicas con retardos mínimos respecto a su ejecución.14 Por ejemplo, el uso de datos de alta frecuencia fue esencial para evaluar el efecto de los paquetes de estímulo económico durante la crisis de COVID-19 en el empleo y el consumo.14
La veracidad de la investigación contemporánea depende de la capacidad del economista para integrar estas fuentes, que se distinguen por su velocidad, volatilidad y riqueza cualitativa (sentimiento, opinión), dentro de marcos de validez rigurosos.
2.2. Recolección de Big Data Social: Web Scraping y el Rigor Ético
La técnica predominante para la extracción de información no estructurada de la web es el web scraping (raspado web).15 Esta herramienta permite a los investigadores obtener opiniones y comentarios de usuarios en redes sociales, foros y blogs, siendo clave para la investigación de mercado, la evaluación de la percepción pública de productos o la identificación de tendencias.15
El crecimiento exponencial del mercado de análisis de datos, que se proyecta de $15.11 millones de dólares en 2021 a $74.99 millones de dólares en 2028, subraya la importancia de esta recopilación automatizada.2 Sin embargo, la viabilidad metodológica del web scraping está indisolublemente ligada al rigor ético y legal.
Un investigador que busca datos "útiles" y "rápidos" de las redes debe reconocer que la veracidad de esos datos no solo reside en su precisión estadística, sino en el cumplimiento de los marcos regulatorios. La extracción de datos sin el debido consentimiento o sin respetar los términos de servicio de las plataformas puede invalidar la investigación entera. Es imperativo que la metodología cumpla con leyes como el Reglamento General de Protección de Datos (GDPR) en Europa y la Ley de Abuso y Fraude Informático (CFAA) en los EE. UU..2 Si la recopilación de datos viola estas normativas, los resultados no son verificables ni replicables en un entorno legal y ético. Por lo tanto, la calidad del dato es una función directa del cumplimiento legal y ético de su proceso de extracción.2
2.3. El Análisis de Sentimiento (FSA) como Puente entre Big Data y Psicología
Una vez que los datos de comportamiento digital han sido recolectados de manera ética, se requiere una herramienta analítica que traduzca el lenguaje natural de las redes en variables cuantificables. El Financial Sentiment Analysis (FSA), mediante el Procesamiento del Lenguaje Natural (NLP), emerge como el instrumento metodológico crucial en la Economía Conductual Digital.17
El FSA se dedica a extraer y cuantificar los sentimientos y la psicología del inversor a partir de noticias, artículos, y redes sociales, proporcionando señales valiosas para predecir la volatilidad y los movimientos del mercado.17 Este análisis ayuda a iluminar cómo los sesgos cognitivos identificados por la economía conductual se manifiestan en los mercados financieros.18 Aunque el análisis de sentimiento a veces solo captura parte de la complejidad de las emociones humanas, se establece como un mecanismo indispensable para interpretar y anticipar comportamientos de mercado que no se explican únicamente por los fundamentos económicos (como las burbujas especulativas o las situaciones de sobrecompra/sobreventa).7
2.4. Marcos de Métodos Mixtos para la Integración de Resultados
Dada la naturaleza dual de las fuentes de información—formal (rigurosa pero lenta) e informal (veloz pero volátil)—, la única manera de garantizar la validez de las conclusiones es mediante el uso de estrategias de Métodos Mixtos que permitan la triangulación.19
La triangulación en la investigación económica implica comparar y conectar los hallazgos derivados de la modelización econométrica tradicional (basada en datos formales, auditables) con los resultados de la analítica de Big Data (basada en datos informales, de alta frecuencia). Esta estrategia fortalece la validez del estudio, ya que solo después de que se hayan realizado conclusiones separadas, se comparan y contrastan para asegurar la coherencia y profundidad.19
El siguiente cuadro resume el rol de cada tipo de fuente en el marco de la investigación económica contemporánea:
Fuentes y Veracidad en la Investigación Económica Digital
Tipo de Fuente	Ejemplos	Ventajas Analíticas	Riesgos de Veracidad Digital	Técnica de Validación Sugerida
Formal (Tradicional)	Bases de datos oficiales (Bancos Centrales), Publicaciones peer-reviewed.	Alta fiabilidad, validez de constructo establecida, replicabilidad.3	Lenta respuesta a tendencias, sesgo de publicación, asunción de racionalidad.	Modelado Econométrico, Pruebas de Replicabilidad.3
Informal (Big Data/Digital Traces)	Web Scraping de Redes sociales, Foros de inversores, Noticias de alta frecuencia.15	Alta velocidad, refleja psicología en tiempo real (Sentiment), captura tendencias emergentes.17	Sesgo de plataforma/muestreo, opacidad ética/legal (GDPR/CFAA), mala calidad del dato.2	FSA/NLP 17, Métodos Mixtos 19, Auditoría Ética de Datos.16
Este enfoque híbrido permite al investigador contextualizar la velocidad del dato digital dentro de los marcos teóricos establecidos, proporcionando una base empírica robusta para el análisis del comportamiento económico.
Capítulo 3: El Imperativo Ético-Metodológico: Combatiendo el Sesgo Algorítmico y la Opacidad
3.1. Fuentes y Tipologías del Sesgo Algorítmico en Modelos Económicos
La dependencia de la IA y el Big Data exige una vigilancia metodológica constante contra el sesgo algorítmico. Es crucial entender que el sesgo no es una falla del algoritmo en sí, sino una manifestación de la forma en que los científicos de datos recopilan, codifican y utilizan los datos de entrenamiento.20
El sesgo se clasifica en varias tipologías que impactan directamente en la veracidad y equidad de los resultados económicos:
3.1.1.Sesgo de Datos (Data Bias)
 Es la causa más común y ocurre cuando los datos utilizados para entrenar un modelo son inherentemente sesgados o poco representativos.21 Un ejemplo evidente en la investigación económica es el sesgo de muestreo: si un sistema financiero de IA para predecir el riesgo crediticio se entrena solo con datos de grupos demográficos favorecidos, proporcionará predicciones inexactas y discriminatorias contra grupos minoritarios o mujeres.10
3.1.2. Sesgo de Diseño (Algoritmo)
 Surge de la elección de métricas o la estructura del modelo. Un ejemplo notable es cuando se prioriza la eficiencia y el ahorro económico sobre la protección de las personas en situaciones de desventaja, como se ha observado en algoritmos utilizados para distribuir recursos a desempleados.23
3.1.3. Sesgo de Evaluación/Interpretación
Se produce cuando los resultados del algoritmo, incluso si son objetivos, se interpretan a través de las ideas preconcebidas de las personas involucradas. La aplicación de un resultado algorítmico neutral puede conducir a resultados injustos si la interpretación humana es subjetiva.20
3.2. Estrategias de Mitigación y Criterios Cuantificables de Imparcialidad (Fairness)
Para asegurar la veracidad ética de los modelos predictivos en economía, es insuficiente limitarse a la precisión estadística; la equidad (o fairness) debe ser un criterio cuantificable y activo. La investigación moderna exige la aplicación de técnicas de debiasing (desviación) que pueden operar en la fase de pre procesamiento (modificando los datos), in processing (modificando el algoritmo) o post procesamiento (modificando los resultados).24
Es fundamental adoptar métricas formales de imparcialidad 25:
• Paridad Estadística (o Demográfica): Exige que los individuos de diferentes grupos tengan la misma probabilidad de recibir un resultado positivo (ej. obtener un crédito).25
• Igualdad de Oportunidades: Requiere que los individuos que son cualificados para un resultado (ej. bajo riesgo crediticio) tengan la misma probabilidad de recibir ese resultado, independientemente de su pertenencia a un grupo sensible.25
3.3. La Inteligencia Artificial Explicable (XAI): Auditoría y Trazabilidad
La creciente complejidad de los modelos de machine learning ha generado sistemas opacos o de "caja negra" que dificultan la comprensión humana de sus procesos de toma de decisiones.26 La Inteligencia Artificial Explicable (XAI) se presenta como la solución metodológica esencial para superar esta opacidad, promoviendo la confianza, la verificación y la gobernanza.26
La falta de explicación sigue siendo una barrera principal para el escalamiento de la IA en el ámbito empresarial y de política económica, generando una brecha de confianza entre los modelos avanzados y los usuarios que deben depender de ellos.26 Para la investigación, la XAI es crucial porque proporciona:
3.3.1. Interpretación Causal: La XAI no se limita a describir las correlaciones, sino que se centra en las razones por las que el modelo produce sus resultados, identificando los factores que tienen la mayor influencia en las predicciones.27 Esta capacidad de pasar de la correlación a la causalidad es un requisito fundamental en la econometría.
3.3.2. Auditoría y Transparencia: La transparencia y la interpretación son requisitos indispensables para auditar algoritmos que puedan conllevar riesgos de discriminación.23 Esta capacidad de rastrear la lógica del modelo es vital para la rendición de cuentas, especialmente cuando las decisiones tienen consecuencias económicas directas.26
Un desafío metodológico profundo en la lucha contra el sesgo es la causalidad oculta por proxy data. Un modelo puede ser diseñado sin variables sensibles (como el género o la etnia), pero aun así utilizar variables correlacionadas, como el código postal, para replicar la discriminación histórica implícita en los datos de entrenamiento.20 La XAI es la herramienta que permite al investigador doctoral desenmascarar estos datos proxy y validar que la causalidad subyacente del modelo es justa y éticamente defendible, asegurando así la veracidad del análisis predictivo.
Capítulo 4: Casuística: Fragilidad Sistémica y Sesgo en los Modelos de Puntuación Crediticia (Finanzas IA)
4.1. La Irrupción y Vulnerabilidad del Sector Financiero
El sector de las finanzas es un caso de estudio ideal para examinar la tensión entre velocidad, precisión y veracidad metodológica, ya que se basa en la producción, el análisis y el uso intensivo de información.10 La IA irrumpe en este corazón financiero, ofreciendo beneficios como una mayor eficiencia y modelos de puntuación crediticia que superan ampliamente a los métodos tradicionales, logrando agilizar la aprobación de préstamos y, en teoría, ampliar el acceso al crédito para prestatarios históricamente desatendidos.10
Sin embargo, el informe Artificial Intelligence in Finance (2025) subraya que estos beneficios prometidos podrían no distribuirse de forma equitativa y vienen acompañados de nuevas vulnerabilidades.10 La promesa de la IA de crear mercados más eficientes debe ser contrastada con el riesgo inminente de una mayor volatilidad.9
4.2. Desafíos Centrales: Desigualdad, Opacidad y Fragilidad Sistémica
El uso de la IA en finanzas ejemplifica los desafíos fundamentales que amenazan la veracidad y la estabilidad del sistema económico:
4.2.1. Desigualdad y Sesgo: La capacidad de las grandes empresas para desplegar tecnologías de IA a gran escala amenaza la competencia.10 Más grave aún, la IA, si se entrena con datos históricos sesgados, perpetúa o acentúa la discriminación en precios y en el acceso al crédito, socavando la inclusión financiera.10 La veracidad de un modelo crediticio no se juzga solo por su capacidad predictiva, sino por su equidad, un factor que debe ser monitoreado mediante Paridad Estadística.25
4.2.2. Opacidad y Gobernanza: La naturaleza de "caja negra" de muchos sistemas de aprendizaje automático dificulta la rendición de cuentas, desafiando los modelos tradicionales de gobierno corporativo y los marcos legales.10 La opacidad es un factor que puede concentrar el poder de mercado en manos de unos pocos actores que controlan la tecnología y los modelos fundacionales.10 La presión por garantizar la interpretabilidad y trazabilidad de los modelos es, por lo tanto, una exigencia legal y metodológica urgente.10
4.2.3. Fragilidad Sistémica y Correlación de Modelos:
El riesgo de mayor volatilidad no se debe a errores individuales, sino a la correlación en el comportamiento de los modelos. La homogeneidad en el diseño de los algoritmos (por ejemplo, si la mayoría de las instituciones utilizan arquitecturas similares o dependen del mismo proveedor de datos/software) amplifica los shocks sistémicos.10 La propagación de errores, la conducta correlacionada y la sensibilidad a las expectativas se vuelven estructurales en el ámbito financiero. Este fenómeno puede desencadenar episodios de desplome repentino (flash crashes) y tensiones sistémicas, demostrando que la veracidad de la investigación debe extenderse más allá de la validación individual del modelo para incluir la resiliencia agregada del ecosistema modelado.
4.3. Aplicación de la Gobernanza Híbrida y XAI
Para gestionar estos riesgos sin mermar la innovación, se requiere un nuevo marco de gobernanza híbrida.10 Este marco exige que la veracidad de la investigación y las aplicaciones de IA se integren en el proceso regulatorio mediante la XAI.
El camino metodológico hacia la veracidad y la estabilidad en las finanzas digitales incluye:
4.3.1. Redefinición de la Responsabilidad: La normativa debe adaptarse a la autonomía de los sistemas capaces de aprender y evolucionar, lo que requiere mecanismos sólidos de interpretabilidad y trazabilidad. Las instituciones financieras deben ser capaces de explicar y gobernar el funcionamiento de sus herramientas.10
4.3.2. Pruebas de Seguridad Algorítmica: Es fundamental desarrollar pruebas sistemáticas y rigurosas para evaluar la robustez de los algoritmos utilizados en los mercados financieros, con el fin de prevenir distorsiones peligrosas como la colusión algorítmica.10
4.3.3.Supervisión Humana Híbrida: En decisiones críticas, especialmente aquellas que afectan la estabilidad sistémica (negociación algorítmica de alta frecuencia) o la vida de las personas (aprobación de crédito), es crucial establecer controles humanos y cláusulas específicas que garanticen que las decisiones algorítmicas no eluden los principios éticos y legales.10
La investigación doctoral en este campo no puede limitarse a la validación estadística de las predicciones, sino que debe integrar la planificación basada en escenarios y las pruebas de estrés algorítmico para anticipar y mitigar los fallos de mercado amplificados por la correlación de la IA.

















Conclusión
Redefiniendo la Investigación Económica en la Era de la IA
La veracidad de la investigación económica en el contexto de la IA y las TICs ya no puede ser un concepto pasivo de simple replicabilidad. Debe ser una construcción metodológica activa basada en la vigilancia, la transparencia y la equidad.
Este ensayo ha establecido que la solidez metodológica contemporánea se fundamenta en tres pilares interconectados:
- Integración Híbrida (Métodos Mixtos): La veracidad se logra mediante la triangulación rigurosa de datos. Esto implica usar el Big Data informal y de alta frecuencia (obtenido éticamente mediante web scraping y analizado con FSA) para capturar la psicología y las tendencias en tiempo real, contrastándolo con la solidez y la validez de constructo de los datos formales y la teoría econométrica.17
- Transparencia (XAI): La opacidad algorítmica es un enemigo de la veracidad. La adopción obligatoria de la Inteligencia Artificial Explicable (XAI) y la interpretación causal son fundamentales para que el investigador pueda desentrañar los factores que impulsan las predicciones, especialmente para exponer el uso no intencionado de proxy data que perpetúa el sesgo.26
- Equidad (Fairness): El análisis predictivo solo es veraz si es justo. Esto requiere la mitigación activa del sesgo algorítmico a través de la aplicación de métricas cuantitativas de imparcialidad, como la Paridad Estadística y la Igualdad de Oportunidades.25
La Veracidad como Esfuerzo de Gobernanza Epistémica
La proliferación de la IA ha redefinido el papel del investigador doctoral en Economía. El riesgo de la aceptación literal de los resultados de la IA, que carecen de conciencia y criterio4, solo puede superarse si el investigador asume un rol de gobernante epistémico. Este rol implica gestionar la tensión constante entre la eficiencia algorítmica (velocidad, volumen) y la equidad humana (justicia, auditabilidad).
La IA debe ser utilizada como una herramienta poderosa de diagnóstico, depuración de datos y refinamiento del lenguaje 28, pero nunca como un sustituto del juicio analítico o de la atribución de fuentes. Es la capacidad humana para auditar los datos, distinguir las referencias valiosas que la IA podría ignorar 4 y aplicar la crítica ética la que asegura la veracidad última de la investigación.
Implicaciones y Futuras Líneas de Investigación
El futuro de la investigación económica exige marcos normativos adaptables y una supervisión proactiva. Las implicaciones de este análisis sugieren la necesidad de fortalecer las capacidades regulatorias, quizás mediante la creación de agencias especializadas en seguridad de la IA (como el AI Safety Institute), capaces de establecer estándares, realizar pruebas de estrés algorítmico y evaluar el impacto sistémico de los modelos fundacionales.10
Finalmente, una línea de investigación futura crítica debe centrarse en cómo la Economía Conductual evoluciona en la era de las TICs. Es necesario investigar si la "racionalidad limitada" del individuo está siendo reemplazada o superpuesta por una "racionalidad algorítmica", donde las decisiones humanas y la formación de expectativas están estandarizadas y sincronizadas por la influencia colectiva de los sistemas de IA. Este análisis ayudará a comprender si la IA está realmente mejorando el proceso de toma de decisiones o si simplemente está creando una nueva, más rápida y homogénea, forma de irracionalidad colectiva.
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